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Resumen: La realizacion de estimaciones fiables en las etapas iniciales del desarrollo de un
proyecto es esencial para una efectiva toma de decisiones. Los métodos tradicionales
de estimacion son ampliamente conocidos y utilizados desde hace muchos afios, sin
embargo, actualmente estan siendo reemplazados por modelos de prediccion basados
en técnicas de mineria de datos cuya superioridad respecto a los primeros ha sido
demostrada en numerosos estudios. En este capitulo se presenta una visién general de
estos métodos, en particular de los algoritmos de aprendizaje automatico, sus
principales areas de aplicacion en el ambito de la gestion de proyectos software y los
procedimientos de validacion de los mismos. Para ilustrar su uso se muestran varios
casos de estudio: estimacion del esfuerzo de desarrollo con redes neuronales, uso de un
arbol de decision para la estimacion del tamafio del software y prediccion de la calidad
del software mediante programacion genética y con multiclasificadores.
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Introduccién

La estimacion es una de las primeras y mas importantes actividades de un proyecto.
Consiste en predecir, en fases iniciales del ciclo de vida, caracteristicas del software
cuyo valor real s6lo puede conocerse en etapas posteriores o cuando el proyecto ha
finalizado. Las estimaciones condicionan la planificacion y guian la toma de
decisiones a lo largo de todo el proyecto, por lo que su fiabilidad tiene una gran
repercusion tanto en la duracion y coste del proyecto como en la calidad del
software producido.

Las variables susceptibles de estimacion son muchas. El tamafio, esfuerzo o coste
del proyecto son las mas habituales, aunque recientemente la estimacion de
caracteristicas de calidad del software esta adquiriendo gran importancia.

Estimar es una tarea complicada debido a la gran cantidad de factores (atributos
del proceso o del producto) que influyen en el valor de la variable objeto de la
prediccion. Por ejemplo, el esfuerzo de desarrollo depende del tamafo y
complejidad del producto, de la cualificacion y experiencia del personal, de los
métodos y herramientas utilizadas, etc. Para poder realizar predicciones sobre
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caracteristicas del proyecto actual es necesario disponer de informacion obtenida en
proyectos pasados sobre las variables a estimar y los factores que les afectan. Estos
datos permiten establecer un modelo de relaciones entre dichas variables que
constituye la base del proceso de estimacion. Los modelos de estimacion clasicos
mas utilizados se basan en técnicas de regresion, cuyo principal inconveniente es la
necesidad de formular una hipétesis sobre cudles son los atributos mas influyentes
en la estimacion de la variable objetivo y sobre el comportamiento de dichos
atributos. La hipotesis generalmente viene dada en forma de una expresion
matematica que relaciona los atributos con la variable a estimar. La expresion
incluye varios parametros cuyos valores se obtienen a partir de informacion
historica mediante el proceso de regresion. Las técnicas de aprendizaje automatico
no requieren la formulacion de una hipdtesis debido a que el analisis de datos
tradicional orientado a la verificacidon es sustituido por un enfoque orientado al
descubrimiento del conocimiento. Los algoritmos de aprendizaje utilizan los datos
de proyectos pasados para inducir automaticamente un modelo que servira para
realizar estimaciones sobre nuevos proyectos.

Para situar dichas técnicas en el ambito de la estimacion del software, en este
capitulo se presenta inicialmente una conocida taxonomia de los métodos de
estimacion de costes de un proyecto. Posteriormente se introducen las bases de los
algoritmos de aprendizaje automadtico. El siguiente apartado recoge una breve
revision bibliografica sobre el uso de estos métodos en el campo de la gestion de
proyectos, seguida de varios ejemplos de aplicacion de algunos de los métodos mas
representativos. Finalmente se exponen los procedimientos de validacion de los
modelos inducidos.

Clasificacion de los métodos de estimacion

La mayor parte de los métodos de estimacion descritos en la bibliografia tienen
como objetivo predecir el coste y esfuerzo del proyecto. Para clasificar estas
técnicas pueden establecerse cuatro categorias (Fenton y Pfleeger, 1997):

1. Opinion de expertos. Un desarrollador o gestor describe los parametros del
proyecto y los expertos realizan estimaciones basadas en su experiencia.

2. Analogia. Enfoque mas formal que la opinion de expertos. Los expertos
comparan el proyecto propuesto con uno o mas proyectos anteriores intentando
encontrar similitudes y diferencias particulares.

3. Descomposicion: Analisis minucioso de las caracteristicas que afectan al coste
del proyecto mediante la descomposicion del producto o del proceso software. En
el primer caso se realizan estimaciones individuales sobre los componentes en
que se descompone el producto y en el segundo sobre las tareas de bajo nivel que
forman parte de otras superiores. Las estimaciones de bajo nivel se pueden
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combinar siguiendo diferentes procedimientos para producir una estimacion

global sobre el proyecto completo.

4. Modelos: Técnicas que identifican los factores clave que contribuyen al esfuerzo
y generan un modelo matematico que relaciona dichos factores con el esfuerzo.
Los modelos se basan normalmente en informacion obtenida de experiencias
pasadas.

Los métodos del ultimo grupo representan el enfoque mas formal y son los que
proporcionan resultados mas fiables. En un principio recibieron el nombre de
métodos algoritmicos o paramétricos debido que se utilizaban procedimientos como
la regresion para producir un modelo constituido por una o varias expresiones
matematicas que relacionan el esfuerzo con una variable primaria, generalmente el
tamafio, y varios factores de ajuste secundarios. El modelo COCOMO (Boehm,
1981) es el mas representativo de este grupo.

Actualmente los métodos de estimacion basados en modelos empiricos
incorporan técnicas heuristicas consideradas no algoritmicas en el sentido de “no
deterministas” (Dolado, 2000b), es decir, no s6lo se considera la solucidn, sino la
probabilidad de que esa solucion sea cierta. La induccion de arboles de decision,
redes neuronales, algoritmos genéticos y otras técnicas de aprendizaje automatico se
estan utilizando desde hace algunos afios para construir modelos de prediccion de
diferentes atributos del software.

Fundamentos de los algoritmos de aprendizaje automatico

Clasificacion de las técnicas de mineria de datos

Los algoritmos de aprendizaje automatico se pueden englobar dentro de un grupo
mas general de técnicas denominadas de mineria de datos, cuyo propoésito es extraer
conocimiento no explicito a partir de grandes volumenes de datos. Las técnicas de
mineria de datos se pueden clasificar en dos grandes categorias: algoritmos
supervisados o predictivos y algoritmos no supervisados o de descubrimiento del
conocimiento (Weiss y Indurkhya, 1998). Los algoritmos de aprendizaje automatico
pertenecen a la primera categoria.

Los algoritmos supervisados o predictivos predicen el valor de un atributo
(etiqueta) de un conjunto de datos, conocidos otros atributos (atributos
descriptivos). A partir de datos cuya etiqueta se conoce se induce un modelo que
relaciona dicha etiqueta y los atributos descriptivos. Esas relaciones sirven para
realizar la prediccion en datos cuya etiqueta es desconocida. Esta forma de trabajar
se conoce como aprendizaje supervisado. En este grupo se encuentran, por una
parte, algoritmos que resuelven problemas de clasificacion debido a que trabajan
con etiquetas discretas (arboles de decision, tablas de decision, induccidon neuronal,
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etc.) y, por otra, algoritmos que se utilizan en la prediccién de valores continuos
como son la regresion o las series temporales.

Los algoritmos no supervisados o de descubrimiento del conocimiento realizan
tareas descriptivas como el descubrimiento de patrones y tendencias en los datos
actuales (no utilizan datos historicos). El descubrimiento de esa informacion sirve
para llevar a cabo acciones y obtener un beneficio cientifico o de negocio de ellas.

Otra clasificacion que puede establecerse para los algoritmos de mineria es la de
métodos de caja negra (redes neuronales y estadistica) y métodos orientados al
conocimiento (arboles de decision, reglas de asociacion, reglas de decision). Las
técnicas de mineria de datos abarcan ambos enfoques, aunque estdn mas centradas
en la segunda categoria. Por otra parte, en los ultimos afios se estan desarrollando
un conjunto de técnicas que se agrupan bajo el nombre de soft computing y que
pueden aplicarse en el campo de la mineria de datos. Su principal caracteristica es la
tolerancia a la imprecision e incertidumbre, lo que les permite resolver problemas
en entornos cambiantes, de forma robusta y a bajo coste (Jests et al., 2004). Entre
las mas representativas se encuentran la logica borrosa (fuzzy), los algoritmos
evolutivos, algoritmos genéticos y redes neuronales (Tettamanzi y Tomassini,
2001).

El proceso de aprendizaje

Para llevar a cabo el aprendizaje supervisado se divide el conjunto de datos con
etiqueta conocida en dos subconjuntos disjuntos, generalmente uno de mayor
tamafio que el otro. El proceso se desarrolla en dos fases:

— Entrenamiento: construccion de un modelo de prediccion usando el mayor de los
subconjuntos.

— Prueba: se comprueba la validez del modelo inducido probandolo sobre el resto
de los datos. El error se calcula comparando las predicciones realizadas por el
modelo con el valor real del atributo etiqueta.

Cuando la etiqueta toma valores discretos, cada uno de estos valores representa
una clase, por lo que el modelo predictivo resultante del proceso de aprendizaje se
denomina clasificador.

El proceso de aprendizaje consiste en crear automaticamente un clasificador a
partir de un conjunto de entrenamiento y de un inductor (figura 1):

— Conjunto de entrenamiento: datos utilizados para realizar el entrenamiento. Son
datos cuya etiqueta se conoce, es decir, son ejemplos ya clasificados.

— Inductor: algoritmo que construye automaticamente un clasificador a partir de un
conjunto de entrenamiento
El modelo inducido es el clasificador. Este consiste en una serie de patrones que

son utiles para distinguir las clases.
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—_—) Inductor — lasificado

Fig. 1. Induccion de un clasificador

Una vez que se ha inducido el modelo se puede utilizar para predecir
automaticamente la clase de otros registros no clasificados (figura 2).

Clasificado

Registros sin
clasificar

Registros
clasificados

Fig. 2. Uso de un clasificador para predecir las clases de datos sin clasificar

Aplicacién de la mineria de datos en estimaciones de software

Las aplicaciones de las técnicas de mineria de datos en el area de la Ingenieria del
Software son multiples (Mendonga y Sunderhaft, 1999). Se han utilizado tanto
técnicas supervisadas como no supervisadas para resolver problemas de
caracteristicas variadas, aunque los algoritmos mas utilizados han sido los de
aprendizaje automatico. En (Zhang y Tsai, 2003) se recogen diferentes aplicaciones
de los mismos en la estimacion de diferentes atributos del software. De ellos cabe
destacar, por su influencia en el coste y calidad de los proyectos, los que se centran
en la creacidon de modelos de estimacion del tamafio del software, esfuerzo de
desarrollo, esfuerzo de mantenimiento, defectos, facilidad de reutilizacion, facilidad
de prueba, etc. Técnicas supervisadas como los algoritmos de induccion de arboles
y tablas de decision se han utilizado en la construccion de modelos de estimacion
del tamafio del software (Moreno y Garcia 2005). Arboles de decision y redes
bayesianas se han usado también para la prediccion de defectos del software
(Fenton y Neil, 1999). El sistema propuesto permite derivar las distribuciones de
probabilidad de defectos introducidos, detectados y densidad de defectos a partir de
variables relativas a los procesos del ciclo de vida (especificacion, disefio,
implementacion y prueba). Los arboles de decision han sido también los modelos en
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los que se han basado trabajos para la mejora de la fiabilidad (Tian y Palma, 1998)
y estudios sobre la repercusion de algunas propiedades internas del software
orientado a objetos (herencia, acoplamiento y complejidad) en su facilidad de
reutilizacion (Mao et al., 1998).

El uso de redes neuronales también esta ampliamente extendido, como ejemplo
podemos citar su aplicacion en la prediccion de riesgos de mantenimiento en
modulos de programa (Khoshgoftaar y Lanning, 1995) o su utilizacion en sistemas
orientados a objetos para predecir el nimero de defectos en cada clase y el numero
de lineas modificadas por clase, usando como variables medidas relativas a la
herencia, complejidad, acoplamiento, cohesidon o asignacion de memoria (Thwin y
Quah, 2005). En (Dolado, 2000a) se realiza la validacion de dos métodos de
estimacion del esfuerzo basados en técnicas de regresion. Los resultados de dichos
métodos fueron mejorados mediante la aplicacion de redes neuronales y
programacion genética.

Los modelos de prediccion de la calidad del software se basan fundamentalmente
en la deteccion de propiedades que conducen a defectos del software en diferentes
etapas del desarrollo. En (Evett et al., 1998) se hace uso de técnicas de
programacion genética para desarrollar modelos de calidad que relacionan atributos
medidos en fases iniciales del proyecto con defectos descubiertos en fases
posteriores o durante el periodo de operacion del sistema. La prediccion del nimero
de defectos de diseno es el objeto de otro estudio en el que se demuestra la
superioridad de los clasificadores CBR (Case Based Reasoning) frente a las
técnicas de regresion (Ganesan et al., 2000).

Recientemente se ha comprobado que la combinacion de clasificadores mediante
técnicas de bagging, boosting o logitBoost proporciona modelos de calidad del
software mas exactos y robustos que los producidos por los clasificadores
individuales (Khoshgoftaar et al., 2003).

Aunque en menor grado, las técnicas no supervisadas o de descubrimiento del
conocimiento también han contribuido a la mejora de la calidad del software. Este
tipo de algoritmos suele utilizarse con fines descriptivos aunque es posible tomarlos
como base para la construccion de clasificadores que seran usados para realizar
predicciones. Asi es posible realizar estimaciones del tamafio del software haciendo
uso de un clasificador basado en reglas de asociaciéon (Moreno et al., 2004b). El
problema que presentan estos algoritmos es el gran nimero de reglas que generan.
En (Moreno et al., 2004a) se ha propuesto un algoritmo de refinamiento de reglas
de asociacion que esta particularmente indicado para el uso de las mismas con fines
de clasificacion. De la misma manera, las técnicas de clustering se han utilizado en
la planificacion del mantenimiento (Krohn y Boldyreff, 1999) y en la estimacion de
la fiabilidad del software (Podgurski et al., 1999). En (Dick et al., 2004) se realiza
un estudio del uso de técnicas de mineria de datos en el andlisis de métricas del
software. Valiéndose de un algoritmo de fuzzy clustering clasifican modulos con
mayor o menor propension a errores.
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A continuacion se muestran ejemplos de aplicacion de algunas de estas técnicas.
En el primer caso se utiliza una red neuronal para predecir el esfuerzo de desarrollo
de software. El segundo ejemplo muestra un arbol de decision como modelo de
estimacion del tamafio del software. Seguidamente se ilustra el uso de algoritmos
genéticos en el descubrimiento de defectos en el software y, por ultimo, se presenta
un estudio en el que se demuestra la superioridad de varios multiclasificadores
sobre los algoritmos individuales de aprendizaje automatico en la prediccion de la
propension de los modulos software a presentar defectos.

Redes neuronales artificiales

Las redes neuronales son colecciones de nodos conectados con entrada, salida y
procesamiento en cada nodo. Entre las capas de entrada y salida visibles puede
haber capas de procesamiento ocultas. Cada unidad de procesamiento en una capa
esta conectada con cada unidad de procesamiento de la siguiente capa. La fuerza de
las relaciones se expresa mediante un factor de peso. Los factores se ajustan durante
el entrenamiento de la red. Las salidas de la red representan los valores de las clases
calculados a partir de los datos de entrada. El entrenamiento de la red se realiza con
datos de proyectos pasados para los cuales se conoce el valor de la variable a
estimar. Una vez inducido el modelo con dichos datos puede utilizarse para predecir
el esfuerzo de proyectos en desarrollo.

El algoritmo de inducciéon neuronal mas utilizado es el denominado de
retropropagacion (back-propagation) en el que los errores son propagados hacia
atras desde la capa de salida. Esta técnica es la que se utiliza en la estimacion del
esfuerzo de desarrollo de un proyecto en el siguiente ejemplo de aplicacion
(Srinivasan y Fisher, 1995). La arquitectura de la red se muestra en la figura 3.
Como puede observarse, dispone unicamente de una capa oculta de procesamiento,
un vector de entradas con diferentes atributos del software y una salida
correspondiente al esfuerzo de desarrollo estimado. Las variables de entrada se
derivan de las guias de coste del modelo COCOMO (Boehm, 1981), éstas son:
AKDSI (instrucciones fuente entregadas ajustadas), TKDSI (instrucciones fuente
entregadas totales), TURN (Computer turnaround time), TIME (restricciones de
tiempo de ejecucion), COB y PL1 (lenguajes de programacion Cobol y PL1) y
RVOL (volatilidad de los requisitos).

Las entradas y salidas estan limitadas a valores numéricos, por lo que es
necesario asignar valores numéricos a los atributos nominales. En el caso de estudio
representado en la figura 3 cada valor (COB, PL1) del atributo nominal “lenguaje
de programacién” se corresponde con una entrada a la red. El valor 1 de dicha
entrada representa la presencia del valor del atributo y el valor 0 representaria la
ausencia del mismo.

Cada unidad de procesamiento de la red produce una salida que se calcula
mediante la siguiente funcion lineal de las entradas:
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1/ (T+exp[-(Xiwili)])

Donde ( >; w; I; ) es la suma ponderada de las entradas, I;, a un elemento de
procesamiento.

Las salidas se van propagando desde la capa de entrada hasta la de salida final
que produce la estimacion del esfuerzo de desarrollo. Durante el entrenamiento de
la red, si el valor no coincide con el real, los errores se propagan hacia atras por la
red guiando la modificacion de los pesos de forma que se consigan reducir los
errores. El proceso se repite hasta que se alcanza el criterio de convergencia
establecido. Esto sucede después de un numero especificado de iteraciones o
cuando la diferencia entre el valor estimado y el valor real sea inferior a un valor de
tolerancia. A veces la convergencia de las redes falla debido a impurezas en los
datos o a la complejidad del problema. En el estudio presentado (Srinivasan y
Fisher, 1995) se compararon los resultados conseguidos con los proporcionados por
métodos clasicos obteniendo valores de MRE (magnitud del error relativo) del 70%
para la red neuronal, 610% para el modelo COCOMO y 772% para el método
SLIM.

Las redes neuronales tienen el inconveniente comentado anteriormente de aceptar
unicamente valores numéricos como entradas y salidas, por lo que si se dispone de
variables nominales es necesario recurrir a algun procedimiento de transformacion
en variables numéricas.

Capa de
entrada

Capa de
salida

Esfuerzo estimado

Fig. 3. Red neuronal para la estimacion del esfuerzo de desarrollo
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Arboles de decision

La inducciéon de redes neuronales es una técnica bastante robusta, sin embargo, la
logica interna que sigue el modelo para realizar la clasificacion no es facilmente
accesible. Este inconveniente no lo presentan los arboles de decision. En ellos se
muestran los valores de los atributos que proporcionan la separacion de los datos en
clases diferentes. El modelo presenta una estructura de arbol con nodos que
simbolizan puntos de decision y hojas correspondientes a puntos finales donde se
recogen las observaciones de los datos.

La induccion de un arbol requiere un conjunto de datos de entrenamiento ya
clasificados. En el ejemplo representado en la figura 4 se muestra un arbol de
decision que sirve para realizar estimaciones del tamafio del software en namero de
lineas de codigo (LOC) a partir de atributos que pueden obtenerse en fases iniciales
del proyecto (Moreno et al. 2002). Para la representacion se ha utilizado la
herramienta Mineset de Silicon Graphics (Mineset, 1998).

El arbol se ha construido a partir de datos correspondientes a 42 proyectos
(Dolado, 2000a) con informacion sobre los atributos propuestos por los métodos de
estimacion Mark II (Symons, 1991) y Verner and Tate (1992). Para formar el
conjunto de entrenamiento se han considerado algunos de los atributos originales de
esos métodos y otros derivados, aunque no todos aparecen en el modelo inducido.

A partir de los datos de entrenamiento se determina cuales son los atributos que
mas influyen en la clasificacion. Para ello se utiliza una medida basada en la
cantidad esperada de informacion que proporciona el atributo. Esta se obtiene

calculando la entropia mediante la siguiente expresion:
n

Entropia =1 (P(v1), ..., P(wy)) =Z - P(v)) log, P(vy)
i=1

Siendo P(v;) la probabilidad de la clase iésima y n el ntimero de clases posibles.
La entropia es 1 cuando las probabilidades de las clases son iguales.

En este caso los atributos ordenados de mayor a menor influencia son los
siguientes:

— RELATION: Numero total de relaciones en el diagrama entidad-relacion

— NTRNSMKII: Numero de transacciones (definidas en el método Mark II)

— DATAELEMENT: Numero total de elementos de datos

— NOC: Numero de componentes (definidos en el método de Verter y Tate)

El atributo que mejor discrimina las clases se coloca en el nodo raiz del arbol.
Sus valores sirven para dividir el conjunto de entrenamiento en subpoblaciones que
pertenezcan a diferentes clases, creando de esta forma un nuevo nivel de la
estructura jerarquica. Si no se consigue la clasificacion completa de los datos, es
decir, si existen subpoblaciones formadas por ejemplos (registros) de clases
distintas, se recurre al siguiente atributo en orden de influencia, convirtiendo el
nodo hoja del arbol en un nodo de decision a partir del cual se realizara una nueva
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particion. El proceso contintia hasta que no se consigan mejoras significativas en la
clasificacion o hasta que se alcance un ntimero de niveles establecido.

Las barras que aparecen en cada nodo del arbol de la figura 4 simbolizan los
registros. Su color indica la clase a la que pertenecen y su altura el peso de los
registros de la clase correspondiente. El primer aspecto importante que se aprecia es
que el atributo RELATION colocado en la raiz del arbol sirve para separar los datos
en dos grupos bien diferenciados. Los registros con valores de ese atributo
superiores a 88.5 pertenecen en su totalidad a alguna de las tres clases
correspondientes a proyectos de mayor tamafio mientras que el resto de los registros
pertenecen a las clases de menor numero de lineas de codigo.

‘RELATION<= 88.5:NTRNSMKIl<= 24:DATAELEMENT <= 225.5:
Subtree weight:21.00, purity:88.10

RELATION

LoC_bin [ENBEE 2168.4-3577.8 3577.8-4987.2 [EIT A 1] Gaoaian

Fig. 4. Arbol de decision para estimar el tamaiio del software

En las hojas del arbol aparecen ejemplos que comparten caracteristicas y que
tienen cierta probabilidad de pertenecer a una clase. La probabilidad viene dada por
el peso de los registros de dicha clase en el nodo hoja. En el caso ideal, en cada hoja
del arbol deberian aparecer registros de una sola clase, lo que indicaria que el
modelo permite discernir totalmente las clases en funcion de los valores de los
atributos que aparecen en los nodos de decision. Cuando la probabilidad de que
todos los registros de un nodo pertenezcan a una sola clase es del 100% la entropia
tiene un valor de 0, tomando el valor de 1 cuando las probabilidades de todas las
clases son iguales, es decir, cuando en el nodo existe el mismo nimero de registros
de cada clase. Para valorar la clasificacion en un nodo se puede aplicar una medida
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denominada pureza (1 - entropia), cuyo valor es del 100% cuando en el nodo hay
unicamente registros de una clase. En el ejemplo de la figura 4 se puede observar
que la pureza es del 100% en todos los nodos hoja excepto en el sefialado por el
cursor que es de un 88.1%.

Los ejemplos de cada nodo hoja comparten la misma regla de decision, que no es
mas que la descripcion del camino desde el nodo raiz al nodo hoja. El conjunto de
todas las reglas de decision del arbol conforman el clasificador que servira para
realizar predicciones sobre datos no clasificados. Las reglas obtenidas del arbol del
ejemplo se recogen en la figura 5.

Para calcular los errores del modelo inducido se utilizé la técnica de validacion
cruzada (ver apartado de validacion de los modelos). El error cuadratico medio
variaba dependiendo del tamafio del conjunto de prueba y del nimero aleatorio
elegido para realizar la particion de los datos en conjuntos de prueba y
entrenamiento, pero en todos los casos se obtuvieron errores del 0% o proximos a
esa cifra.

SI (RELATION > 88.5 y NTRNSMKII <= 36) ENTONCES LOC: 3577.8 — 4987.2

SI (RELATION > 88.5 y NTRNSMKII > 36 y NOC > 75.5 ) ENTONCES LOC: 4987.2 - 6386.6

SI (RELATION > 88.5 y NTRNSMKII > 36 y NOC <= 75.5 ) ENTONCES LOC > 6386.6

ST (RELATION <= 88.5 y (NTRNSMKII > 24 6 (NTRNSMKII <= 24 y DATAELEMENT > 225.5)))
ENTONCES LOC: 2168.4 - 3577.8

ST (RELATION <= 85.5 y NTRNSMKII <= 24 y DATAELEMENT <= 225.5)
ENTONCES LOC = 2168.4 - 3577.8 (probabilidad = 4.76%) 6 LOC < 2168.4 (probabilidad = 95.24%)

Fig. 5. Reglas obtenidas del arbol de decision

Programacioén genética

Los algoritmos genéticos se encuentran entre las técnicas mas recientes de
aprendizaje automatico. Son algoritmos evolutivos basados en los conceptos de
adaptacion, supervivencia y reproduccion de la teoria de Darwin. Los modelos
producidos estan formados por poblaciones de generaciones sucesivas de
individuos. Los métodos clasicos representan a los miembros de la poblacién como
cadenas de digitos binarios de longitud fija. Las posibles soluciones se van
seleccionando entre los individuos mejor adaptados. Las soluciones buenas
producen descendientes que sustituyen a otros peores, manteniendo muchas de las
caracteristicas de sus antecesores. Los miembros de nuevas generaciones se forman
utilizando dos operadores genéticos: cruce, que combina caracteristicas de dos
individuos para crear nuevos individuos, y mutacion, que opera cambiando
aleatoriamente varios componentes de un individuo seleccionado. La calidad de la
solucion se estima mediante una funcion de ajuste que determina lo bueno que es un
individuo dentro de la poblacion en cada generacion.
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La programacion genética es una extension de los algoritmos genéticos clasicos
en la que las estructuras que evolucionan no son secuencias de bits sino programas.
Esta técnica es la que se ha utilizado en (Liu y Khoshgoftaar, 2001) para realizar
predicciones sobre la calidad del software. El modelo les permite predecir qué
modulos de software seran propensos a defectos y cuales no, dados otros atributos
resultantes de la aplicacion de métricas de producto y de proceso en etapas
tempranas del desarrollo. La funcion de ajuste se define en funcidon del numero y
coste de los distintos tipos de clasificaciones incorrectas. Los errores de “tipo I’ son
los que se producen cuando el modelo predice que un modulo es propenso a errores
y en realidad no lo es. El error inverso lo definen como de “tipo II” y es el que tiene
un coste mayor ya que cuanto mas tarde se descubra un defecto en el software mas
costosa resulta su correccion. El algoritmo de programacion genética selecciona
cinco individuos en cada iteracion. Para seleccionar el mejor modelo producido en
las sucesivas iteraciones del algoritmo se sigue el criterio de tomar aquél que
produzca el indice mas equilibrado entre los errores de tipo [ y II, con el numero de
errores de tipo II mas bajo posible. En los casos de estudio considerados esta
técnica ha producido mejores resultados que otros métodos de regresion, como
puede observarse en la tabla 1.

Método
Errores Regresion  Programacion
Genética
Tipo I 30.60% 20.19%
Tipo II 32.18% 27.59%
Indice total de clasificaciones incorrectas 30.94% 21.78%

Tabla 1. Errores en la prediccion de la propension a defectos

Multiclasificadores

La precision de los clasificadores puede variar en funcién del espacio de hipotesis
con el que se trabaje. Una forma de mejorar la precision de las predicciones consiste
en crear multiclasificadores mediante la combinacion de los modelos de
clasificacion obtenidos con diferentes métodos basicos. Otra ventaja adicional de
estas técnicas es la reduccion del problema de sobreadaptacion (overfitting) que
consiste en encontrar una regularidad en los datos propia del conjunto de
entrenamiento y que no puede hacerse extensiva a otros datos.

Los multiclasificadores construyen un conjunto de hipotesis y combinan de
alguna forma las predicciones del conjunto para clasificar los ejemplos. Se
selecciona en cada caso la mejor prediccion entre todas las ofrecidas por los
diferentes modelos, siendo la votacién mayoritaria el criterio de seleccion mas
simple y mas utilizado. Existen muchos procedimientos para la creaciéon de
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multiclasificadores:  Bagging, boosting, logitBoost, co-learning, stacking,
cascading, etc. El método de bagging (Breiman, 1996) consiste en crear diferentes
clasificadores con el mismo algoritmo pero con diferentes conjuntos de
entrenamiento. Cada uno de éstos se crea por seleccion aleatoria y con
reemplazamiento de una muestra de ejemplos del mismo tamafio que el conjunto de
entrenamiento original. De entre todas las predicciones ofrecidas por los
clasificadores se selecciona la que tenga mayor nimero de votos. Boosting (Freund
y Schapire, 1996) se basa en la ponderacion de los ejemplos. De forma iterativa se
van construyendo modelos que minimicen los errores de los construidos
previamente mediante la asignacion de pesos mayores a los ejemplos clasificados
incorrectamente en la iteracion anterior. Ademas, cuando se utilizan para clasificar
ejemplos reales, también se ponderan los modelos en funcioén de su comportamiento
en la fase de prueba. Una variacion de esta técnica es el método de logitBoost
(Friedman et al., 2000) en el que se utiliza un procedimiento de regresion para
ajustar los modelos. La estrategia seguida en el método de stacking (Wolpert, 1992)
es diferente, ya que éste es un método hibrido que genera diferentes clasificadores
con diferentes algoritmos de aprendizaje. Puede utilizarse la votaciéon mayoritaria
para seleccionar la clase entre todas las que proporcionan los diferentes modelos o
se puede utilizar un procedimiento de meta-aprendizaje consistente en crear un
nuevo modelo que establezca la forma de combinar los modelos inducidos
previamente (figura 6) (Hernandez et al., 2004).

a, __, | Arbolde

- Q Cy —- decisién
C v D

= &4 Red 2 Arbol de | .\ Prediccion

2 =" | neuronal decision ;

Co —» : . combinada

Ha— i ¢ T
a — svM|— ¢
Co —» 0

Fig. 6. Método de stacking

Tres de las técnicas comentadas anteriormente (bagging, boosting y logitBoost)
se han aplicado en un estudio sobre calidad del software (Khoshgoftaar et al., 2003)
y se han comparado con los algoritmos de induccion de arboles de decision C4.5
(Quinlan, 1993) y decision stump (Witten y Frank, 2000). El objetivo fue clasificar
modulos de software (ficheros de codigo fuente) en dos clases, propensos a defectos
y no propensos. Los atributos descriptivos usados para construir los modelos fueron
los siguientes:

e BASE LOC: Numero de lineas de codigo de la version del fichero fuente antes
de la fase de codificacion. Representa cddigo autogenerado.

e SYST LOC: Numero de lineas de cddigo de la version del fichero fuente
entregado para las pruebas del sistema.
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e BASE COM: Numero de lineas de codigo comentado de la version del fichero
fuente antes de la fase de codificacion. Representa codigo autogenerado.

e SYST COM: Numero de lineas de codigo comentado de la version del fichero
fuente entregado para las pruebas del sistema.

e INSP: Numero de veces que se inspecciond el fichero fuente antes de las pruebas
del sistema.

Los experimentos realizados mostraron que, en general, con los modelos
combinados se alcanza mayor exactitud que con los clasificadores individuales.
Asimismo se encontrd que las técnicas de boosting proporcionan mejores resultados
que las de bagging.

Validacion de los modelos

Cuando se construye el clasificador se puede predecir cudl sera su indice de error
cuando se aplique a datos sin clasificar. Algunas de las técnicas que se pueden
utilizar son:

— Validacion simple (holdout)
— Validacién cruzada

— Bootstrap

— Matrices de confusion, etc.

Conjunto de
entrenamiento

~a

Inductor

Conjunto de
prueba

Evaluacion

Fig. 7. Técnica holdout de estimacién de errores
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La validacion simple o técnica holdout consiste en utilizar una porcion de
registros como conjunto de entrenamiento para construir el modelo y el resto como
conjunto de prueba (figura 7). La precision del modelo inducido vendra dada por la
relacion entre el nimero de clasificaciones correctas obtenidas en la prueba y el
numero total de ejemplos del subconjunto de prueba.

En la wvalidacion cruzada (cross-validation) los datos se dividen en k
subconjuntos mutuamente excluyentes del mismo tamafio aproximadamente
(Dietterich, 1997). Se realizan k entrenamientos tomando en cada uno de ellos
como conjunto de prueba un subconjunto diferente y construyendo el modelo con
los subconjuntos restantes (figura 8). El indice de error estimado es la media de los
errores obtenidos en cada entrenamiento. Se puede repetir t veces. En ese caso se
construyen y evaluan k * t clasificadores.

Conjunto de
entrenamiento

- ¢

Inductor Inductor Inductor

v v

y

Fig. 8. Validacion cruzada

Un método apropiado para estimar los errores de los modelos predictivos cuando
se dispone de pocos datos es el de Bootstrap. En ella, para un conjunto con N
ejemplos, el conjunto de entrenamiento se forma realizando un muestreo aleatorio
con reposicion de N ejemplos, es decir, pueden aparecer ejemplos repetidos. Los
ejemplos no elegidos por la muestra forman el conjunto de prueba.
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La técnica de las matrices de confusion, no sélo permite conocer el error del
modelo predictivo sino que también muestran el tipo de las predicciones correctas e
incorrectas cuando se aplica el modelo sobre el conjunto de prueba (Figura 9). Las
predicciones correctas estan representadas por las barras que aparecen sobre la
diagonal, mientras que el resto de las barras indican el tipo de error cometido (qué
valor ha predicho el modelo y cual es el valor verdadero). La altura de las barras es
proporcional al peso de los registros que representan.

Cuando los errores llevan asociada una pérdida que puede cuantificarse es
posible aplicar otras técnicas de validaciéon como las matrices de pérdida, el analisis
ROC (Receiver Operating Characteristic), las curvas ROI (Return-On-Investment),
etc.

predicted class

Fig. 9. Matriz de confusion

Conclusiones

Los métodos de estimacion del software han sufrido una importante evolucion en
los ultimos afios. Se ha pasado de procedimientos tan poco formales como la opi-
nion de expertos hasta complejos modelos matematicos de estimacidon que relacio-
nan multiples variables. El salto mas significativo ha sido el paso de los modelos de
regresion a modelos inducidos con algoritmos de aprendizaje automatico. La supe-
rioridad de estas técnicas se debe fundamentalmente a la generacion automatica de
un modelo de prediccion en el que aparecen los atributos mas influyentes en la es-
timacion de la variable objetivo sin necesidad de formular una hipdtesis. La mayo-
ria de los métodos clasicos de estimacioén usan un modelo paramétrico en forma de
expresion matematica que calibran a partir de datos historicos, en cambio, los algo-
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ritmos de aprendizaje automatico proporcionan modelos no paramétricos sin que
sea necesario realizar presuncion alguna sobre la forma de la funcién que relaciona
las variables implicadas en la estimacion. En estos métodos, la hipdtesis es el propio
modelo inducido automaticamente a partir de los datos con el algoritmo de aprendi-
zaje.

Por otra parte, los enfoques algoritmicos o paramétricos son generalmente
inapropiados para modelar las complejas relaciones entre variables que existen en
muchos entornos de desarrollo de software, por lo que producen resultados
inexactos incluso habiendo realizado una calibracion del modelo.

En la actualidad, la induccién de arboles de decision, redes neuronales,
algoritmos genéticos, multiclasificadores y otras técnicas de aprendizaje automatico
se estan utilizando con éxito en la obtencion de modelos de estimacion de las mas
variadas caracteristicas del software como tamarfio, esfuerzo de desarrollo, esfuerzo
de mantenimiento, defectos, facilidad de reutilizacion, facilidad de prueba, etc.

Los arboles de decision tienen la cualidad de hacer explicitos los atributos
relevantes en la prediccion. Esto no sucede con otras técnicas como las redes
neuronales en las que la logica interna que sigue el modelo para realizar la
clasificacion no es facilmente accesible, aunque estas ultimas son mas robustas
debido a la ponderacién de los datos. Los algoritmos englobados dentro de la
computacion flexible (soff) tienen una capacidad de adaptacion que les permite
obtener una solucion aceptable a bajo coste para problemas que pueden formularse
de forma imprecisa. Los multiclasificadores amplian el espacio de hipdtesis
mejorando la precision y solventando algunos problemas que presentan los
clasificadores individuales como puede ser la sobreadaptacion a los datos de
entrenamiento.
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